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摘要: 针对现有耙吸式挖泥船装舱控制过程人员依赖性强和效率低下的问题, 融合优先经验回放(PER)和随机网络蒸

馏(RND)技术, 提出一种基于优先回放和随机网络蒸馏柔性动作评价(PRND-SAC)的强化学习控制算法, 通过设计相应的

状态空间、 动作空间和奖励函数, 将 PRND-SAC 控制器与传统的 SAC 控制器进行对比, 并基于全过程装舱阶段仿真环境将

PRND-SAC 控制器与实际疏浚数据进行对比试验。 结果表明, 设计的控制器能够快速且稳定地收敛; 与传统的 SAC 控制器

相比, 所提出的 PRND-SAC 控制器不仅有效提高了控制过程的稳定性, 还显著提升了装舱效率。
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Abstract In
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 PRND-SAC  . By
 

designing
 

appropriate
 

state
 

space action
 

space and
 

reward
 

function the
 

PRND-SAC
 

controller
 

is
 

compared
 

with
 

the
 

traditional
 

SAC
 

controller. Furthermore comparative
 

experiments
 

are
 

conducted
 

between
 

the
 

PRND-SAC
 

controller
 

and
 

actual
 

operational
 

data
 

on
 

the
 

basis
 

of
 

a
 

full-
process

 

loading
 

phase
 

simulation
 

environment. The
 

results
 

demonstrate
 

that
 

the
 

proposed
 

controller
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quickly
 

and
 

stably. Furthermore compared
 

to
 

the
 

traditional
 

SAC
 

controller the
 

PRND-SAC
 

controller
 

not
 

only
 

enhances
 

the
 

stability
 

of
 

the
 

control
 

process
 

but
 

also
 

significantly
 

increases
 

loading
 

efficiency.
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　 　 随着现代疏浚工程对环境、 工期和经济要求

的不断提高, 船舶智能化已成为行业内疏浚船舶

发展方向的共识。 对于疏浚船舶来说, 疏浚作业

阶段的复杂性更高, 如何实现节能降耗, 提高疏

浚效率离不开智能船舶信息技术的支持  1 。 耙吸

式挖泥船作为一种重要的疏浚装备, 被广泛应用
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于港口建设、 航道维护和河流治理等疏浚工程  1 。

随着全球对环境保护和可持续发展的日益重视,

绿色疏浚成为挖泥船行业关注的焦点。
 

在计算机技术迅猛发展的今天, 人工智能已

逐步成为推动科技进步的关键力量之一。 在众多

人工智能技术中, 强化学习凭借其独特的学习方式

脱颖而出, 成为构建自主学习和决策系统的核心方

法。 同时, 随着深度强化学习技术的快速发展, 深

度强化学习也开始与更多学科进行交叉融合, 在挖

泥船的智能疏浚控制方面, 张红升等  2 提出一种基

于深度确定性策略梯度( deep
 

deterministic
 

policy
 

gradient,DDPG)算法的耙吸式挖泥船耙头活动罩

控制器, 并在“新海虎 8” 轮上进行算法验证, 结

果表明该控制器可以有效提高产量; 章亮  3 则提

出一种基于强化学习的耙吸式挖泥船艏吹工艺控

制策略, 试验表明, 该策略不仅能有效排出泥舱

内的泥沙, 还能维持疏浚作业时泥沙浓度和流量

的稳定, 从而显著增强了疏浚作业的连续性和

效率。

尽管现有研究取得了显著进展, 但在复杂工

况下, 挖泥船装舱控制的鲁棒性和效率仍有待进

一步提升。 为此, 本文提出一种融合优先经验回

放(prioritized
 

experience
 

replay,PER)  4 和随机网络

蒸馏(random
 

network
 

distillation,RND)  5 技术的柔

性动作-评价(soft
 

actor-critic,SAC)算法, 引入一种

混合动态权重机制, 用以平衡外部奖励与 RND 网

络产生的内部奖励, 从而更精细地调优学习过程。

通过基于挖泥船装舱机理模型构建的仿真环境中

进行训练验证。

1　 耙吸船装舱机理模型

耙吸挖泥船施工作业中, 挖掘与装舱是两个

独立又相互依赖的环节。 其中, 装舱过程的精细

化控制对于提升施工效率和持续作业能力至关重

要。 鉴于挖掘过程的复杂性难以通过传统机理模

型完全捕捉, 本文聚焦于装舱过程的机理模型优

化, 旨在实现更加高效、 精准的控制策略, 从而

间接提升整体作业效能。

耙吸挖泥船装舱过程  6 可分为 3 个阶段。

1) 无溢流阶段: 此阶段, 舱内混合物(泥、

沙混合形成的泥浆)高度低于溢流筒高度, 舱内无

溢流现象发生。

2) 恒体积阶段: 当舱内混合物高度达到溢流

筒高度时, 进入此阶段。 此时, 尽管舱内混合物

体积保持不变, 但由于低密度混合物的溢出, 装

载质量逐步增加。

3) 恒载质量阶段: 当船舶逐步达到最大吃水

深度时, 为进一步保证航行安全和维持施工效率,

自动调节溢流筒高度, 以使舱内混合物总质量保

持不变。 耙吸式挖泥船装舱过程见图 1。

图 1　 装舱过程

Fig. 1　 Process
 

of
 

mud
 

tank
 

loading

因此, 以泥舱中沉积泥沙质量最大化为优化

目标, 构建数学模型。 模型具有 3 个状态变量:

泥舱中的总质量 mt, 混合物在泥舱内的总体积 V t

和沙床的质量 ms。 其沉积动力学可以由以下方程

组构成:
 

V
·

t =Qi -Qo

m·t =Qiρi -Qoρo

m
·

s =Qsρs

ì

î

í

ï
ïï

ï
ïï

(1)

式中: V
·

t 为体积变化率; m·t 为装载质量变化率;

m·s 为沙床质量变化率; Qi 为进舱流量; Qo 为溢

流流量; ρi 为进舱密度; ρo 为溢流密度; Qs 为泥

舱中混合物层中进入沙床层的沙的流量; ρs 为沙

床的密度, 即挖泥船施工地点自然土的密度。

沉积到沙床的流量 Qs 主要受到重力的影响,

可表示为:
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Qs =A(1-u)vs0
·

ρm -ρw

ρs -ρm

ρq -ρm

ρq -ρw
( )

β

(2)

式中: A 为质量流入或流出控制体积的面积; u 为冲

刷系数; vs0
为水平流速; ρm 为混合的密度; ρw 为水

的密度; ρq 为沙的密度; β 为雷诺数系数。

当混合物通过管道进入泥舱后, 随着泥舱装

载高度不断升高, 直到达到溢流高度, 之后混合

物以流量 Qo 流出泥舱, 该流量可表示为:

Qo = ko max(ht -ho,0)[ ]
3
2 (3)

式中: ko 为取决于溢流堰的形状和周长的参数;

ht 为当前时刻装舱液面高度; ho 为溢流筒高度。

本文采用水层模型  7 进行溢流密度 ρο 估计,

该模型采用两段式模型, 分为薄水层和汤状混合

物层。 对较低的溢流量 Qo, 只有纯水在溢流时从

水层中流出。 但是, 当 Qo＞Qw 时, 汤状混合物层

的溢流量并非为 0, 即溢流的密度由两层混合, 公

式为:

ρο
 =
ρmsQms +ρwQw

Qms +Qw
(4)

式中: Qms 为汤状混合物的流量; ρms 为汤状混合

物的密度; ρw 为纯水的溢流密度; Qw 为纯水的溢

流流量。

此外, 海底地形、 船舶姿态和土质粒径等外

部参数变化也会对挖泥船控制产生影响, 但这些

影响最终也会在进舱流量和进舱密度数值变化上

有所体现。 为进一步提升后续强化学习算法的动

作探索效率, 对挖泥船疏浚过程中部分影响装舱

系统控制的外部参数进行简化, 在最大限度模拟

挖泥船实际施工环境的同时, 提供更加连续的施

工动作控制策略, 基于上述原理最终可完成耙吸

式挖泥船装舱机理模型构建。

2　 PRND-SAC 算法设计

2. 1　 最大熵强化学习 SAC

SAC 算法  8-9 是一种基于最大熵的离线策略强

化学习算法, 它在重放缓冲区 D 中存储一组{( st  ,
 

at
 ,

 

rt,external
 ,

 

st+1)}转换元组( st 为当前状态, at 为

当前动作, rt,external 为外部奖励, st+1 为下一时刻状

态), 并使用参数为 ϕ 的神经网络作为策略 πϕ,
参数为 ω 的另一个神经网络作为 Q 值(Qω)。 为了

训练 φ 和 ω, 它从重放缓冲区中随机抽取一批转

换元组, 并最小化价值网络损失 LQ(ω)和策略网

络损失 Lπ(ϕ)为目标分别进行权重 ϕ 和 ω 更新:

LQ(ω): =
 

Est,at~D
1
2

 

Qω(st,
 

at) -
 

Q
 tar(st  ,

 

at)[ ] 2{ }
(5)

Lπ(ϕ): =Est~D,at~πϕ
 αlnπϕ(at | st) -

 

Qω(st  ,at)[ ] (6)
式中: Est,at~D 为经验回放缓冲区 D 中的状态一动

作对(st,
 

at)所求期望; Est~D,at~πϕ
为从缓冲区 D 采

样状态 st 经策略 πϕ 生成动作 at 的期望; Qtar 为目

标 Q 函数, 其参数周期性的从学习到的 Qω 中复

制而来; α 为温度系数。
2. 2　 PRND-SAC

RND 网络是一种用于无模型强化学习的探索

机制, 根据文献  5  可知, RND 网络由两部分组

成: 固定参数随机化目标网络 ftarget( s)和可训练的

预测网络 fcurrent( s)。 目标网络产生随机的目标向

量, 而预测网络则负责学习环境状态的特征表示。
RND 网络的训练目标是最小化预测目标与实际目

标之间的差异, 从而鼓励智能体探索未知的环境

状态和动作。 RND 网络的探索奖励可表示为:
rinternal(s)= ftarget(s) -fcurrent(s) 2 (7)

式中: · 为 L2 范数。
虽然 RND 在奖励稀疏的环境中表现出色, 但

在探索和利用之间缺乏有效的平衡, 可能导致过

度探索而忽略对已知信息的优化。

优先经验回放 ( prioritized
 

experience
 

replay,
PER)作为对传统经验回放机制的一种改进, 旨

在通过优先考虑重要样本的回放, 提升学习效率

和性能。 通过预测误差来衡量每个经验片段的重

要性, 对回放缓冲区中的样本进行加权采样。 然

而, PER 主要依赖于外部奖励信号来确定经验的

优先级, 这在探索奖励稀疏的环境中并不足够

有效。
为了进一步融合和优化上述两种策略, 本文提

出优先回放和随机网络蒸馏柔性动作评价(prioritized
 

replay
 

and
 

random
 

network
 

distillation
 

soft
 

actor-critic,
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PRND-SAC)模型。 该模型不仅利用了 PER 的动态

优先级回放, 还结合 RND 的内在奖励机制, 以在

复杂的连续控制任务中实现自适应优化决策。
当经验池中的数据超过一定数量时, 从经验

池中采集一个批次(batch)的数据, 并将采集到的

下一时刻状态 st+1 作为输入送入 RND 网络中进行

预测, 通过比较 RND 网络的预测和真实目标向

量, 计算出每个状态观察 st+1 对应的内部误差

LRND, LRND 通过线性归一化方法计算出当前批次

的内部奖励 rinternal( st+1 ), 其中, 训练过程中内部

奖励函数为:

rinternal(st)=
LRND -min(LRND)

max(LRND) -min(LRND)
(8)

通过将外部奖励与内部奖励进行权重相加得

到当前时刻总奖励, 其中, 当前时刻总奖励表达

式为:
rt =λ·r(st  ,at) +(1-λ)·rinternal(st) (9)

式中: λ 为一个可动态改变的权重系数, 用于平

衡内部奖励与外部奖励的相对重要性; r( st  ,at)为

智能体与环境交互的外部奖励。
本策略的核心在于通过监测智能体性能的变

化率动态调整内在奖励的比例。 在学习初期, 当

智能体的性能提升迅速, 内在奖励的权重相应增

加, 鼓励智能体进行广泛的探索; 随着学习的深

入, 当性能提升速率下降, 内在奖励的权重逐步降

低时, 促使智能体更多地利用已学得的知识。 以下

两个核心公式用于更新内在奖励的权重系数 λ:

ΔP=
P t-P t-1

P t-1 +ε
(10)

λ t+1 = chip (λ t+η·ΔP),0,1[ ] (11)
式中: P t 和 P t-1 分别为当前和前一时间点的性能

值, 即当前回合的总奖励值; ε 为一个小正数常

量, 防止除零错误; ΔP 为性能变化率, 它描述了

性能相对于前一时间点的增长或下降比例, 是调

整内在奖励权重的重要依据, ΔP＞0 时智能体的

平均性能正在提升, 特别是在学习初期, 这通常

意味着智能体正在快速掌握环境的规律, 此时增

加内在奖励的比重有助于促进更多的探索, ΔP＜0

或接近于 0 时, 智能体的性能提升变缓或甚至开

始下降, 内在奖励的比例应减少, 以鼓励智能体

利用自身已有的知识; λ t+1 为下一时刻点的内在

奖励权重; η 为学习率; chip 为裁剪函数, 用于

确保 λ t+1 的值在  0 1  的合理范围内。 通过基于性

能变化率的动态权重调整策略, 提供了一种简化

且有效的手段, 实现强化学习中环境的动态平衡

探索与充分利用。
此外, 传统 PER 方法在强调重要样本的同

时, 容易造成低优先级样本几乎不被采样, 导致

学习过程偏向于已知知识而忽视了探索的全面性。
同时, 计算高优先级样本的精确概率和执行采样

操作可能涉及对整个经验池的遍历, 这在大规模

数据集上效率低下。 本文结合加权随机树( Sum
 

Tree)的数据结构不仅实现了对优先级的高效存储

和更新, 还能够有效减轻采样偏差, 结合 RND 网

络的最小化损失实现优先级 pi 更新的计算公式为:

pi = ( DT,i+λLRND +ò ) φ (12)
式中: DT,i 为第 i 个经验的总误差; ò 为一个小的

常数, 用于确保优先级不为零; φ 为一个超参数,
用于调节优先级的分布程度。 该机制使得即使对

于相对较少更新的经验, 模型也能够进行有效学

习, 从而增加了数据的多样性, 提高模型对各种

情况的适应能力。
然后, 对 Q1 网络和 Q2 网络进行训练, 训练

过程中网络的损失函数可表示为:
Qtar = rt+γ min

j= 1,2
Qθ,j(st+1,at+1)[ ] -αlnπϕ(at+1 | st+1){ }

(13)

LQ(θ)
 

= E(st
 ,at

 ,st+1) ~D
 

1
2

Qθ,i(st  ,at) -Qtar[ ] 2
 

{ }
(14)

式中: Q tar 为目标价值; Qθ,i 为第 i 个价值函数,
其中 θ 为网络参数; Qθ,j 为第 j 个目标价值函数;
πϕ 为策略函数; ϕ 为策略函数的网络参数; α、
γ 为折扣因子。

Actor 网络的目的是在当前状态下选取价值最

高的动作, 即 Actor 的损失函数需要价值最大化,
Actor 的损失函数为:

Lπ(ϕ)
 

=
 

Est,at~D
 αlnπϕ at | st( ) -

 

min
i= 1,2

Qi st,at( )[ ]

(15)
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3　 试验

3. 1　 状态空间设计

耙吸船装舱过程中, 存在由 3 个核心参数构

成的状态空间, 即装载质量、 装载体积和液面高

度。 这些参数直接影响船体的稳定姿态调整、 装

载效率波动以及装载总量衡量。 因此, 总体状态

空间由这 3 个互相关联的状态变量共同构成:

s= {V i,hi,mi} (16)

式中: V i 为耙吸船的装舱体积; hi 为耙吸船泥舱

的液面高度; mi 为耙吸船的装舱质量。

3. 2　 动作空间设计

进舱流量决定了混合物泥浆进入泥舱的速度,

影响泥浆沉降速度和装舱效率; 进舱密度(即输入

泥舱的泥浆密度) 影响舱内沉积物分布和装载质

量; 溢流筒高度直接影响沉积物堆积高度及溢流

损失。 通过精细调控这 3 个动作参数, 可实现泥

浆沉积过程优化, 进而提升装载质量和整体的装

舱效率。 总体动作空间可表示为:

a= {ho,ρi,Qi} (17)

式中: ho 为溢流筒高度; ρi 为进舱密度; Qi 为进

舱流量。

3. 3　 奖励函数设计

本文旨在制定一种能够使挖泥船在保持极限

载荷和溢流损失允许范围的同时, 实现最大化产

量目标的泥浆沉积控制策略  10 。 为提高智能体对

奖励值的敏感程度, 将奖励细分成产量奖励 Rm 和

动作奖励 Ra。

1) 产量奖励公式为:

Rm = ∑
t+T

t
Δms(t)·αinc mt ≤ mmax 且 ρo ≤ 0. 95ρi

0 (其他)

ì

î

í

ï
ï

ïï

(18)

式中: Δms( t)为当前时刻的干土质量增量; t 为当

前时刻; T 为累计土产量间隔时间; αinc 为土增量

的奖惩因子; mt 为当前时刻装舱质量; mmax 为最

大装舱质量; ρo 为溢流物密度; ρi 为进舱密度。

2) 动作奖励公式为:

Ra = - 1
m

∑
m

i= 1
(at-at-1) 2 ·τ

 

(19)

式中: at 为当前时刻的动作; at-1 为上一时刻的动

作; m 为动作个数, 通过计算动作之间的欧式距

离作为当前的奖励值, 防止智能体出现过大的动

作振荡; τ 为动作奖励平衡因子。

最终, 定义每个时间步骤能获得的外部总奖

励 r 表达式为:

r=Rm+Ra (20)

3. 4　 试验流程

PRND-SAC 算法网络结构, 见图 2。 首先, 基

于机理构建耙吸船装舱强化学习环境, 获得环境

的初始状态; 其次, 通过策略网络动作, 将当前

的状态 st 作为输入, 获得执行的动作 at, 将 at 放

入耙吸船装舱环境进行交互得到对应的 rt 和下一

时间步的状态 st+1; 然后, 将得到的数据组合成四

元组{(st,at,rt,st+1 )}存入到经验池, 当经验池中

的经验累计到一定数量时, 执行智能体的更新操

作, 依次更新两个价值网络评价( critic), 策略网

络动作, RND 网络和温度系数 α, 而目标价值网

络的值 Qθ1
、 Qθ2

延迟更新; 最后, 根据策略网络

和价值网络的总误差 DT 更新经验池中的数据优

先级。

图 2　 PRND-SAC 算法流程

Fig. 2　 Flow
 

of
 

PRND-SAC
 

algorithm

3. 5　 模型训练

为了验证本文算法的有效性, 基于装舱机理

构建了两种挖泥船装舱环境, 分别为全过程装舱

环境和溢流装舱阶段环境, 通过观察装舱干土总

量变化判断模型的训练情况。
强化学习中合理设置模型超参数对提升模型
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性能至关重要。 然而, 由于强化学习算法通常存

在多个影响收敛性和性能的超参数, 手动搜索最

优超参数组合往往是一项艰巨的任务。 为解决这

个难题, 本文利用遗传算法对强化学习算法的超

参数进行自动优化。 遗传算法能够高效地在复杂

的非线性优化空间中进行全局搜索, 从而发现全

局最优或近似最优的参数组合。 本文构造遗传算

法的适应度函数为:

fitness =
1
M∑

M

i =1
rtotal,i (21)

式中: M 为控制器训练轮数; rtotal,i 为第 i 轮的总

奖励。

通过遗传算法获得 PRND-SAC 控制器中网络

的超参数设置见表 1。

表 1　 超参数设置
Tab. 1　 Hyperparameters

 

setting
折扣因子 网络最小训练轮数 critic 网络学习率 actor 网络学习率 α learning 学习率 软更新系数 每轮训练数量 经验池容量 软更新轮数

0. 972 389 0. 001
 

15 0. 000
 

206 0. 000
 

618 0. 046
 

7 182 9
 

862 2

注: 软更新系数、 每轮训练数量、 经验池容量分别对应程序中的 tau、 batch、 R。

　 　 本文采用 PyTorch 深度学习框架, 设置智能体

的训练轮数为 1
 

000 次, 采样频率为 10
 

s∕次。 同

时, 试验中还以训练轮数为横轴, 以每轮训练中

获得的累计奖励值为纵轴, 绘制 PRND-SAC 控制

器在耙吸式挖泥船装舱机理环境中训练得到的每

轮总奖励变化曲线, 见图 3。 可以看出, 初始阶段

智能体在环境中表现出的学习效果并不明显, 奖

励值基本保持在 0 附近, 这表明强化学习模型正

处于随机探索阶段, 此时智能体试图理解环境的

基本规律。 进入中间阶段后, 随着模型不断从经

验池中抽取样本进行学习, 训练奖励逐渐提升。

由于 PRND-SAC 模型结合了 RND 的奖励探索和

SAC 的熵最大化原则。 这使得智能体优先探索预

测误差大、 新奇性高的状态, 避免过早收敛于局

部最优策略, 因此奖励值出现较明显的波动。 在

训练的后期, 随着 SAC 算法熵值的减小, RND 模

型中预测网络与目标网络间的误差逐渐减小,

PRND-SAC 网络的训练变得更为稳定, 总的奖励

值也趋向于一个稳定的水平, 这表明智能体已学

会了有效且稳健的策略。

总奖励值最优的网络模型每一时刻更新后获

得的内在奖励值见图 4。 可以看出, 训练初期, 在

300 ~ 400 回合内在奖励值波动较大, 智能体正在

积极探索环境中那些预测难度高、 新颖性强的状

态。 这种高奖励驱使智能体跳出常规模式, 尝试

多样化的动作序列, 避免陷入局部最优。

图 3　 每回合总奖励值

Fig. 3　 Total
 

reward
 

value
 

per
 

episode

图 4　 RND 网络内在奖励值

Fig. 4　 Total
 

internal
 

reward
 

of
 

RND
 

network

随着训练的深入, 在 400 ~ 630 回合, RND 网

络的内在奖励呈现一种稳步增长趋势, 这表明本

文设计的 RND 网络成功识别并量化了机理环境中

的新颖性。 通过将这种奖励机制与 SAC 优化策略

相结合, 可使智能体在保证充分探索的同时, 逐

步学习到更优的行为策略。

当训练进入到成熟阶段, 即 640 ~ 1
 

000 回合,
内在奖励波动逐渐减小, 并逐步趋于一个稳定值,
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这表明控制器已经学会了高效的控制策略, 并且

其性能表现稳定。

3. 6　 算法对比分析

PRND-SAC 和传统 SAC 算法在本文任务上的性

能比较, 见图 5。 可以看出, 两种算法的表现都随

训练次数增加而改善, 但在整体趋势上有明显区

别。 在装舱机理环境中, PRND-SAC 控制器的回合

总奖励值在 600 回合左右迅速上升, 明显快于 SAC

控制器的收敛速度。 PRND-SAC 控制器在 750 个训

练回合后逐步达到收敛并表现出较强的稳定性, 而

传统 SAC 控制器即使经过 1
 

000 个回合的训练仍未

达到稳定。 这表明在耙吸式挖泥船舱室环境控制任

务中, PRND-SAC 控制器相较于 SAC 具有更快的参

数调整能力和更优的控制稳定性。 此外, 尽管两种

控制器在控制过程中均存在一定的轨迹振荡现象,

但 PRND-SAC 控制器的振荡幅度明显小于 SAC 控制

器, 进一步表明其在控制精度上的优越性。

图 5　 不同算法每回合总奖励值

Fig. 5　 Total
 

reward
 

value
 

per
 

turn
 

for
 

different
 

algorithms

3. 7　 产量对比分析

当强化学习模型训练结束后, 选取总奖励值

最优的网络模型参数作为 PRND-SAC 控制器的最终

参数, 为了验证 PRND-SAC 控制器的有效性, 基于

全过程装舱阶段仿真环境, 本文通过 PRND-SAC 控

制器与实际疏浚数据进行对比试验, 实际数据选取

“新海虎 8”耙吸式挖泥船 8 月 22 日在长江流域疏浚

施工数据, 该区域的自然土密度为 1
 

960
 

kg∕m3。 控

制器获得的土方量与该工况下的实际土方量对比情

况, 见图 6。

图 6　 土方量对比

Fig. 6　 Earthwork
 

yield
 

comparison

由图 6 可知, PRND-SAC 控制器在前期无溢

流阶段可以有效提高挖泥船装舱效率, 与人工操

作相比较存在较大优势, 随着挖掘的持续进行,

PRND-SAC 控制器依旧保持土方量的上升趋势,

无明显的波动, 并在船舱载质量达到上限时, 停

止装舱, 此时 PRND-SAC 控制效果远大于人工操

作。 此外, PRND-SAC 控制器为获得连续、 可控

的最优进舱流量、 进舱密度和溢流筒高度数值,

在机理环境中不断进行探索, 所获得的 3 个参数

最优控制曲线, 见图 7。
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图 7　 3 个参数随时间变化曲线

Fig. 7　 Variation
 

curves
 

of
 

three
 

parameters
 

over
 

time

由图 7a)可知, 在控制初期 0 ~ 900
 

s, 为保证

装舱产量最大化, 进舱流量一直维持在 8
 

m3 ∕s 附

近; 在 900 ~ 1
 

500
 

s 随着溢流筒高度的降低和装舱

质量的增加, 船舱中的混合密度也随之增加, 为

防止进舱流量过大导致舱内的泥沙混合物出现大

量溢流, 需要适当减小进舱流量至合适的区间,

保证泥沙混合物在船舱中稳定沉积; 在控制后期

1
 

500 ~ 6
 

000
 

s, 进舱流量在智能体控制下, 逐渐

稳定在 4
 

m3 ∕s 左右, 表明控制策略能够根据泥舱

状态的动态变化, 适时调整进舱流量, 智能体在

装载速率与溢流损失之间实现了良好的平衡。

由图 7b) 可知, 进舱密度在控制周期内保持

恒定, 数值为 1
 

400
 

kg∕m3。 这种稳定性归因于耙

吸挖泥船泥舱沉积过程中溢流损失极限的判定准

则, 即溢流密度不得超过进舱密度的 95%。 同时,

随着装舱时间的增加, 舱内泥浆溢流密度也逐步

升高, 通过维持较高的泥浆进舱密度可在兼顾装

舱效率和减少溢流损失的同时, 实现施工效益最

大化。

由图 7c)可知, 在整个控制过程中, 智能体为

更好地在状态空间中探索, 会产生一系列随机动

作, 进而导致溢流筒高度短期内出现波峰、 波谷

现象, 但长期来讲, 溢流筒高度总体仍呈现下降

趋势, 尽管短期内这些动作并不是最优, 但作为

装舱控制中的一部分其仍然有效。 在控制初期的

0 ~ 800
 

s, 溢流筒高度保持在 13. 35
 

m, 随着时间

的推移, 在 800 ~ 6
 

000
 

s, 高度逐渐稳定降低至

9. 46
 

m。 这表明本文模型能够依据泥舱的沉积状

态和装载需求, 灵活调整溢流筒的高度, 从而在

最大程度上减少了溢流损失。 同时, 溢流筒高度

的下降轨迹呈现良好的平滑性, 未出现剧烈波动,

这反映出本文模型控制机制的稳定性和可靠性。

4　 结论

1) 由于挖泥船施工环境复杂多变, 本文基于

水层模型简化并构建了挖泥船装舱系统的机理环

境, 通过模拟舱内泥砂沉积活动, 实现装载土方

量预测, 为后续挖泥船装舱控制优化提供环境

支持。

2) 结合优先经验回放和随机网络蒸馏技术的

强化学习控制算法( PRND-SAC) 在训练效率、 控

制精度和适应性等方面均优于传统的 SAC 算法,

有效提高了强化学习算法的稳定性。

3) PRND-SAC 算法中, 智能体能够根据舱内

泥砂状态连续动态调整进舱流量、 进舱密度和溢

流筒高度数值, 确保土方量的稳定增长。 研究成

果可为实现挖泥船装舱系统优化控制提供理论

参考。
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