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摘要: 为了提高港口码头潮汐预报的精度ꎬ 提出一种自适应变异的粒子群优化算法 ＳＡＰＳＯꎬ 将 ＳＡＰＳＯ 优化算法与 ＢＰ 神

经网络结合ꎬ 用以潮汐水位的实时预报ꎮ ＳＡＰＳＯ￣ＢＰ 网络模型运用自适应变异的 ＰＳＯ 算法优化 ＢＰ 神经网络的网络参数ꎬ 克

服了传统 ＢＰ 神经网络所具有的对初始权值阈值敏感、 容易陷入局部极小值的缺点ꎬ 最后选用 Ｉｓａｂｅｌ 港口的实测潮汐值数据

进行潮汐水位的实时预报仿真试验ꎬ 用以验证 ＳＡＰＳＯ￣ＢＰ 预测模型的实用性和可靠性ꎮ
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　 　 近代以来ꎬ 潮汐对人们的生产实践活动的影

响日益增大ꎮ 实时精确的潮汐水位信息对于船舶

在沿岸港口中的航行安全、 港口码头作业以及港

口码头水文勘测等方面有着重大的实践意义ꎮ 随

着数字化航海的出现ꎬ 现代航海对潮汐水位信息

的精确度要求越来越高ꎮ 超大型油轮、 散货船等

进出港口时ꎬ 提供高精度的潮位信息将能够大大

减少船舶搁浅或者擦碰桥梁等事故的发生ꎮ

调和分析法 １ 是潮汐预报方面最传统的技术ꎬ

需要大量的长期观测潮位数据分析ꎬ 才能够得到

相对较准确的调和分析模型ꎮ 但是由于长期的现

场数据观测记录成本太高ꎬ 因此一般很难得到ꎮ

调和分析模型的平均预报误差约为 ２０ ~ ３０ ｃｍꎮ 另

外ꎬ 调和分析模型仅仅考虑了天体引潮力的影响ꎬ

而忽略了潮汐受到诸多时变因素非线性部分的影

响ꎬ 传统的静态结构调和分析模型很难进行高精
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度以及实时的潮汐水位预报ꎮ

人工神经网络较强的非线性映射和自学习自

适应能力使得其在工程计算领域得到了广泛的应

用ꎬ 因而人工神经网络能够进行复杂的、 非线性

的、 非平稳性的系统仿真预测ꎮ ＢＰ 神经网络

(ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ) 是一种多层前馈神经网络ꎬ 是

当今最常用的一种神经网络模型ꎬ ＢＰ 神经网络及

其各种优化模型在潮汐预报方面得到广泛应

用 ２－６ ꎬ 且 ＢＰ 预测模型也达到了较高的预测精度ꎮ

Ｊａｉｎ 等 ７ 使用神经网络进行了印度洋西海岸 Ｎｅｗ

Ｍａｎｇａｌｏｒｅ 潮位站的提前 １ ｄ 潮汐预报ꎻ 尹建川 ８ 

提出了利用序贯学习算法建立变结构的径向基于

神经网络的潮汐预报模型以反映系统的时变动态ꎮ

然而ꎬ ＢＰ 神经网络本身尚有一些缺陷 ９￣１０ :

网络模型参数的选择随机性比较大ꎻ 优化过程可

能陷入局部最优ꎻ 对网络参数的选择比较敏感ꎬ

训练的收敛速度相对较难控制等ꎮ 相关研究人将

粒子群优化算法与 ＢＰ 网络结合起来 １１ ꎬ 以改进

ＢＰ 网络的非线性映射能力ꎬ 但仍易出现早熟收

敛、 搜索效率较低等现象ꎮ 本文提出了一种自适

应粒子群优化算法ꎬ 建立了 ＳＡＰＳＯ￣ＢＰ 混合预报

模型ꎬ 加入自适应变异算子的粒子群优化算法

ＳＡＰＳＯ(ｓｅｌｆ￣ａｄａｐｔｉｎｇ ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏ￣

ｒｉｔｈｍ)ꎬ 结合了 ＰＳＯ 算法的全局搜索寻优能力和

自适应变异算法的跳出局部最优解的能力ꎬ 使得

ＢＰ 网络模型能够迅速跳出局部最优并能快速找到

全局最优解ꎮ 采用该混合预报模型对 Ｉｓａｂｅｌ 港口

的实测潮汐值数据进行实时预报的仿真ꎬ 经仿真

试验训练ꎬ 与传统的调和分析模型和传统单一的

ＢＰ 网络预测模型进行对比ꎬ 可以得出结论:

ＳＡＰＳＯ￣ＢＰ 预测模型相对具有更精确的预测结果ꎮ

１　 调和分析法

潮汐是海平面周期性的上升和下降运动ꎮ 潮

汐产生的原动力是天体的引潮力ꎬ 即天体的引力

和地球－天体相对运动所需的惯性离心力的向量

和ꎮ 实际应用中最通用的一种方法就是调和分析

法ꎬ 它将复杂的潮汐分解成若干周期性变化的部

分ꎬ 根据实际观测的潮位数据进行分析ꎬ 可以求

得潮汐调和模型中的各个常数ꎮ 然后再根据得到

的潮汐调和常数计算分潮波组成的大小ꎬ 并且可

用来推算潮汐ꎮ 理论上ꎬ 潮汐的组成部分是复杂

的ꎬ 潮汐的分潮数量是众多的ꎬ 但是在工程计算

上ꎬ 当分潮汐的平均振幅相对较小和分潮的格林

尼治迟角相对较长时ꎬ 有相当一部分的潮汐分潮

成分是可以忽略的ꎮ 在实际应用计算中ꎬ 某地实

际潮位高度可表示为:

　 ｈ( ｔ) ＝Ｈ０ ＋ ∑
ｎ

ｋ ＝１
ｈｋｃｏｓ(ωｋ ｔ － ϕｋ) (１)

式中: Ｈ０为分析期间的平均海面高度ꎻ ｎ 为潮汐

分潮数量ꎻ ｈｋ为分潮的振幅ꎻ ωｋ和 ϕｋ分别是分潮

的频率和相位ꎮ

２　 ＳＡＰＳＯ￣ＢＰ 算法的实现

２１　 ＢＰ 神经网络算法

ＢＰ 算法本质是将样本仿真的输入输出映射为

非线性优化问题ꎬ 也就是将网络的连接权值作为

变量ꎬ 将网络训练的误差函数作为目标函数的多

元变量求极值问题ꎬ 传统的 ＢＰ 网络模型通常由输

入层、 输出层和隐含层构成ꎬ 网络的仿真试验使

用选定的训练样本进行学习训练ꎬ 从而确定训练

模型的模型参数ꎮ ＢＰ 网络模型仿真训练过程包括

输入信息正向传播和误差信息反向传播ꎬ 在一定

的迭代循环条件下ꎬ 两个过程反复执行ꎬ 直到模

型结果收敛ꎮ 输入信息正向传播: 即输入数据经输

入层进入隐含层ꎬ 经隐含层节点激活函数计算进入

输出层ꎬ 得到正向传播结果ꎮ 网络模型的第 ｊ 个神

经元的输出可表示为:

ｙｋ
ｊ ＝ ｆ∑

ｋ－１

ｉ ＝１
ｗｋ－１

ｉｊ ｙｋ－１
ｊ － θｋ

ｊ( ) (２)

式中: ｊ＝ １ꎬ２ꎬꎬｎꎻｋ＝ １ꎬ２ꎬꎬｍꎻｆ(ｘ)为隐含层的

激活函数ꎻ ｗｋ－１
ｉｊ 为第 ｋ－１ 层第 ｉ 个神经元到第 ｋ 层

神经元的连接权ꎻ θｋ
ｊ 为阈值ꎮ 输出信息反向传播

过程: 由预测输出值与实际输出值的差值构成误

差函数 Ｅ(ｗｋ)ꎬ 反向传播过程采用梯度下降法调

节网络模型的权值阈值ꎬ 使得误差函数值最小ꎮ

为了避免仿真训练过程中出现数值震荡ꎬ 加入动

５３
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量项:

ｗ(ｋ＋１)＝ ｗ(ｋ) －η∂Ｅ∕∂Ｗ(ｋ) ＋αΔｗ(ｋ) (３)

式中: η 为学习效率ꎻ α 为动量项系数ꎮ

网络模型使用训练样本进行学习训练ꎬ 使得

模型的权值阈值与训练样本之间匹配ꎬ 经误差信

息反向传播调整后的权值阈值也为非线性函数的

隐含形式ꎮ 经过一定次数的迭代仿真训练学习得

到与样本匹配的网络模型即可用于进行预测ꎮ ＢＰ

网络具有很好的非线性映射能力ꎬ 但收敛速度较

慢ꎬ 如果初始的网络参数选择不当ꎬ ＢＰ 模型的仿

真训练将会陷入局部最优ꎮ

２２　 粒子群优化算法

粒子群优化算法 ＰＳＯ( ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａ￣

ｔｉｏｎ)  １２ 的理论源于对鸟群捕食的行为研究: 鸟群

在寻找食物的过程中ꎬ 每只鸟通过搜寻当前距离

食物最近的鸟的周围而高效地获取食物ꎮ ＰＳＯ 算

法便是从鸟群捕食行为中获得启发而产生的ꎮ ＰＳＯ

求解时ꎬ 问题的解就是种群空间中每只鸟的位置ꎬ

每只鸟称为一个 “粒子”ꎮ 首先随机初始化一群粒

子(随机解)ꎬ 每个粒子在搜寻空间中初始化自己

位置和速度ꎬ 且每个粒子都有一个适应度函数值ꎬ

适应度函数由所优化的问题决定ꎮ 每一次迭代循

环过程中ꎬ 每个粒子以一定的速度通过跟踪个体

极值和群体极值来更新自身的位置ꎬ 个体极值是

粒子在寻优过程中自身所寻找到的最优值ꎬ 而群

体极值则是整个种群在寻优过程中获得的最优值

(也称为全局最优值)ꎮ

设搜寻空间中有 ｄ 个粒子ꎬ 其中第 ｉ 个粒子可

用一个 Ｄ 维向量表示ꎬ 第 ｉ 个粒子的位置表示为

为 Ｘ ｉ ＝ (Ｘ ｉ１ꎬＸ ｉ２ꎬꎬＸ ｉＤ)ꎬｉ ＝ １ꎬ２ꎬꎬｄꎬ 速度为 ｖｉ ＝

(ｖｉ１ꎬｖｉ２ꎬꎬｖｉＤ) ꎮ 记第 ｉ 个粒子搜索到的最优位置

为 Ｐ ｉ ＝ (Ｐ ｉ１ꎬＰ ｉ２ꎬꎬＰ ｉＤ )ꎬ 整个粒子群搜索到的最

优位置为 Ｐｇ ＝ (Ｐｇ１
ꎬＰｇ２

ꎬꎬＰｇＤ)ꎮ 粒子状态更新操

作如下:

ｖｉｄ
＝ｗｖｉｄ

＋ｃ１ｒ１(Ｐ ｉｄ
－Ｘ ｉｄ) ＋ｃ２ｒ２(Ｐｇｄ

－Ｘ ｉｄ) (４)

Ｘ ｉｄ
＝Ｘ ｉｄ

＋ｖｉｄ (５)

式中: ｉ＝ １ꎬ２ꎬꎬｍꎻｄ＝ １ꎬ２ꎬꎬＤꎻ ｗ 为惯性因子ꎻ

学习因子 ｃ１ 和 ｃ２ 是非负常数ꎬ 通常 ｃ１ ＝ ｃ２ ＝ ２ꎻ

ｒ１和ｒ２是介于 ０ １ 的随机数ꎻ 为了提高粒子的搜

寻效率ꎬ 一般将每个粒子的位置和速度限定在规

定的范围之内ꎬ Ｘｉｄ∈ (－Ｘｍａｘꎬ Ｘｍａｘ)ꎬ Ｖｉｄ∈ (－ｖｍａｘꎬ

ｖｍａｘ)ꎬ Ｘｍａｘ和 ｖｍａｘ均为常数ꎮ

ＰＳＯ 优化算法是一种全局迭代寻优的工具ꎬ

寻优开始时ꎬ 算法将每个粒子初始化为一组初始

随机解ꎬ 根据优化问题选择适应度函数ꎬ 设定迭

代寻优次数ꎬ 根据适应度函数计算每个粒子的适

应度值从而进行迭代寻优ꎬ 搜寻到最优粒子(即最

优解)ꎮ

２３　 自适应粒子群优化算法

ＰＳＯ 算法的寻优收敛速度较快ꎬ 但也存在着

在寻优过程中容易早熟收敛、 搜索准确度低、 循

环后期迭代效率较低等缺点ꎮ 仿照遗传算法 ＧＡ

(ｇｅｎｅｔｉｃ ａｌｇｏｒｉｔｈｍ)中的变异操作ꎬ 在 ＰＳＯ 算法中

加入变异算子ꎬ 对初始随机变量再一次重新随机

初始化ꎮ 引入的变异算子将初始随机变量再次随

机初始化ꎬ 扩展了在寻优中不断缩小的种群搜寻

空间ꎬ 使得已寻优得到的粒子跳出之前寻优得到

最优位置ꎬ 从而在更大的搜寻空间中进行迭代寻

优ꎬ 增加了算法寻找到更优值的概率ꎮ 因此ꎬ 在

传统 ＰＳＯ 算法的基础上加入变异算子ꎬ 实质就是

在每次粒子迭代更新之后ꎬ 将迭代更新后的粒子

再以一定的概率随机初始化ꎮ 其中自适应变异算

子公式表示如下:

ｐｏｐ( ｊꎬｐｏｓ)＝ λｒａｎｄｓ(１ꎬ１)　 ｉｆ ｒａｎｄ>ｃ　 (６)

式中: ｊ 为粒子种群规模ꎻ ｐｏｓ 是一个离散的均匀

随机正整数ꎻ λ 为粒子种群位置最大值ꎻ Ｃ 是一

个正的常数ꎬ 通常小于 １ꎮ

种群迭代进化过程中最优个体适应度函数值

变化见图 １ꎮ 由图 １ 可知ꎬ ＳＡＰＳＯ￣ＢＰ 混合预测模

型的适应度函数值明显小于 ＰＳＯ￣ＢＰ 模型ꎬ 而且其

误差递减速率更快ꎮ 也就是说ꎬ ＳＡＰＳＯ￣ＢＰ 模型可

以自适应地跳出局部极小值点并能快速搜索到一

个更优的结果ꎮ 其中适应度函数的方程如下:

ｅｒｒｏｒ＝ Ｙｋ－Ｏｋ (７)

式中: Ｙｋ为网络模型的预测输出值ꎻ Ｏｋ为网络模

型的实际输出值ꎮ

６３
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图 １　 适应度函数曲线比较

２４　 ＳＡＰＳＯ 优化算法训练 ＢＰ 神经网络

采用 ＳＡＰＳＯ 算法对 ＢＰ 神经网络的权值和阈

值进行优化ꎬ 以提高神经网络预测模型的收敛性ꎮ
本文提出的 ＳＡＰＳＯ￣ＰＢ 预测模型是基于短期的时

间序列预测模型ꎬ 一般可进行一个月之内的时间

序列预报ꎮ 本次仿真试验的数据可从网站 ｈｔｔｐ:∕∕
ｃｏ￣ｏｐｓ ｎｏｓ ｎｏａａ ｇｏｖ 下载ꎮ 仿真试验表明ꎬ 进行相

对较精确的潮汐预报ꎬ 需要选取至少 １５ ｄ 即半个

月以上的潮汐观测数据进行仿真训练ꎬ 本文选取

２０ ｄ 的观测数据进行预测模型的仿真训练ꎮ 试验

进行 ５ ~ １０ ｄ 的潮汐水位预报ꎬ 结果表明前 ２０ ｄ 的

训练数据用于预报约 ６ ｄ 的潮汐水位可以得到较准

确的预测结果ꎬ 因此本文得选取 ６４０ 组共 ２７ ｄ 的

Ｉｓａｂｅｌ 港口实测潮汐值数据进行仿真试验ꎬ 实测数

据值采用等间隔采样ꎬ 采样时间为 １ ｈꎮ 其中前

４８０ 组实测潮汐数据用于 ＳＡＰＳＯ￣ＢＰ 模型的仿真训

练ꎬ 后 １６０ 组数据则用于 ＳＡＰＳＯ￣ＢＰ 模型的仿真

预测ꎮ 选用 ４８０ 组潮汐水位的实测数据计算数据

的自相关性值ꎬ 与 ｔ 时刻相邻的不同时刻观测数据

和 ｔ 时刻观测数据的相关性由自相关标准值限定ꎬ
自相关标准值取值较小可以得到更多的相邻时刻

观测数据ꎬ 进而可以得到更精确的结果ꎮ 因此选

取 ０ ０９５ 自相关值为标准来决定模型的输入结构ꎬ
由图 ２ 可知ꎬ 在时间 ｔ 时刻的数据与其前 ５ ｓ 的数

据具有较大的相关性ꎮ 因此确定将整个网络预测

模型设置为 ５ 个输入节点、 １ 个输出节点ꎮ 预测模

型的输入潮汐实测时间序列数据值表示为 ｙＩＮ( ｔ)ꎬ

由自相关分析可知 ｙＩＮ ( ｔ) 由 ｙ ( ｔ)、 ｙ ( ｔ － １ )、

ｙ( ｔ－２)、 ｙ( ｔ－３)、 ｙ( ｔ－４)组成ꎮ 预测模型的输出

值表示为 ｙＯＵＴ( ｔ＋１)ꎮ 其中 ｙＩＮ、 ｙＯＵＴ均为潮汐数据

值ꎮ 该算法的实现步骤如下:

图 ２　 潮汐实测数据自相关分析

第 １ 步: 载入实测潮汐数据ꎬ 并将数据归一

化处理ꎮ 创建 ＢＰ 神经网络并设置 ＳＡＰＳＯ 优化算

法ꎬ ＳＡＰＳＯ￣ＢＰ 网络模型的网络参数 ｃ１ ＝ ｃ２ ＝ １ ５５ꎬ
迭代寻优次数为 ２００ꎬ 种群规模为 ２０ꎬ 每个例子

的初始速度限制在 －３ ３ ꎬ 每个粒子的初始位置

限制在 －５ ５ ꎮ
第 ２ 步: 将 ＢＰ 神经网络的网络参数初始化为

ＳＡＰＳＯ 优化算法的粒子位置ꎬ ＢＰ 神经网络的网络

参数包括: 输入层与隐含层之间的权值、 隐含层

阈值、 隐含层与输出层之间的权值以及输出层阈

值ꎮ 根据适应度函数公式计算粒子初始适应度值ꎮ

第 ３ 步: 在每一次迭代过程中ꎬ 粒子根据更

新公式更新自身的速度和位置ꎬ 并根据误差函数

计算新的适应度函数值ꎬ 然后在 ＰＳＯ 算法中引入

自适应变异操作ꎬ 根据自适应变异公式计算并更

新粒子个体极值和群体极值ꎮ
第 ４ 步: 判断最优个体适应度函数值是否满

足误差设置要求ꎬ 或者迭代寻优次数是否达到设

置要求ꎬ 如果满足要求则执行下一步ꎬ 否则返回

第 ３ 步继续进行循环迭代寻优ꎮ

第 ５ 步: 结束 ＳＡＰＳＯ 优化算法的迭代寻优ꎬ
将寻优得到的最优网络参数赋值给 ＢＰ 神经网络进

行仿真试验ꎮ

第 ６ 步: 设置 ＢＰ 神经网络的网络参数ꎬ 迭代

７３
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次数为 １００、 学习率为 ０ １、 学习目标为 ０ ０００ ０１ꎮ

然后将最优网络参数赋给 ＢＰ 神经网络进行潮汐实

时预测仿真试验ꎮ

３　 仿真结果与讨论

为了定量计算出不同预测模型的预测精度ꎬ

引入均方根误差(ＲＭＳＥ)和相关系数(ＣＣ)ꎬ 公式

如下:

ＲＭＳＥ ＝
∑

ｎ

ｋ ＝１
ｙｋ － ｙ^ｋ( ) ２

Ｎ
(８)

ＣＣ ＝
∑

ｎ

ｋ ＝１
ｙｋ － ｙ ｋ( ) ｙ^ｋ － ｙ^ ｋ )(

∑
ｎ

ｋ ＝１
ｙｋ － ｙ ｋ( ) ２∑

ｎ

ｋ ＝１
ｙ^ｋ － ｙ^ ｋ )( ２

(９)

式中: Ｎ 为样本的数目ꎻ ｙｋ 和 ｙ ｋ 分别代表观测值

和观测值的平均值ꎻ ｙ^ 和 ｙ^ ｋ 分别代表预测值和预

测值的平均值ꎮ

３１　 调和分析模型的潮位预报

如图 ３ 所示ꎬ 预测值与实测值之间的变化

趋势基本是吻合的ꎬ 但是两者之间的误差也是

相当明显的ꎬ 引起潮汐水位的变化的原因是很

复杂的ꎬ 然而调和分析模型仅仅考虑了天体引

潮力线性影响部分ꎬ 而忽略了由时变因素非线

性部分引起的潮汐水位变化ꎮ 调和分析模型预

测值与观测值之间的比较见图 ４ꎬ 两者的相关

系数 ＣＣ ＝ ０ ９６１ ８ꎮ

图 ３　 调和分析预测模型

图 ４　 调和分析模型预测值和实测值之间的比较

３２　 ＢＰ 模型的潮位预报

如图 ５ 所示ꎬ ＢＰ 预测模型的预测值和实测值

之间的吻合情况明显要优于调和分析预测模型ꎬ

因为 ＢＰ 网络模型考虑了引起潮汐水位变化的非线

性时变因素部分ꎬ 而且 ＢＰ 神经网络对于非线性拟

合有着更强的映射能力ꎮ 图 ６ 所示的 ＢＰ 模型预测

值和实测值比较ꎬ 两者的相关系数 ＣＣ＝ ０ ９８７ ０ꎮ

图 ５　 ＢＰ 预测模型

图 ６　 ＢＰ 模型预测值和实测值之间的比较

８３
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３３　 ＳＡＰＳＯ￣ＢＰ 模型的潮位预报

如图 ７ 所示ꎬ 改进的预测模型预测值与实测

值之间的吻合情况非常好ꎬ 明显优于调和分析模

型和 ＢＰ 模型ꎮ 图 ８ 为 ＳＡＰＳＯ￣ＢＰ 模型预测值和实

测值之间的比较ꎬ 两者之间的相关系数 ＣＣ ＝

０ ９９８ ９ꎬ 说明两者之间的相关性很强ꎮ 由图 ８ 同时

可以分析出ꎬ 预测值与观测值之间的偏差非常小ꎮ

图 ７　 ＳＡＰＳＯ￣ＢＰ 预测模型

图 ８　 ＳＡＰＳＯ￣ＢＰ 模型预测值和实测值之间的比较

３４　 仿真结果

仿真试验使用相同的实测潮汐数据进行网络

训练ꎬ 得 到 的 调 和 分 析 模 型、 ＢＰ 模 型 以 及

ＳＡＰＳＯ￣ＢＰ 模型的均方误差分别为 ０ １７８ ７、 ０ ０４４ ６

和 ０ ０１３ １ꎮ 经计算分析ꎬ ＳＡＰＳＯ￣ＢＰ 预测模型的

预报精度相对于调和分析模型和 ＢＰ 预测模型分别

提高了 ９２ ６％、 ７０ ６％ꎮ 可见经改进的自适应变

异粒子群优化算法训练的 ＢＰ 神经网络混合预报模

型的预测精度有了很大的提高ꎮ

３５　 ＳＡＰＳＯ￣ＢＰ 预测模型的泛化能力和实用性

为了进一步验证改进预测模型的泛化能力和

实用性ꎬ 选择美国 ３ 个港口的实测潮汐水位数据

作为测试数据库ꎬ 在相同的仿真条件以及相同的

仿真 试 验 环 境 下 分 别 运 用 调 和 分 析 模 型 和

ＳＡＰＳＯ￣ＢＰ 模型进行仿真试验ꎬ 试验结果见表 １ꎮ

表 １　 预测结果对比

潮汐观测站
调和分析模型

ＲＭＳＥ∕ｍ ＣＣ

ＳＡＰＳＯ￣ＢＰ 模型

ＲＭＳＥ∕ｍ ＣＣ

Ｃｈａｒｌｅｓｔｏｎ ０ ７５６ ６ ０ ９７２ ２ ０ １７７ ２ ０ ９９６ ４

Ｐｉｌｏｔｓ Ｓｔａｔｉｏｎ ０ ７４０ １ ０ ６７４ ３ ０ １５８ ３ ０ ９６６ ８

Ｈｏｎｏｌｕｌｕ ０ ３００ ８ ０ ７９０ ４ ０ ０７１ ７ ０ ９８２ ９

４　 结论

１) 采用 ＳＡＰＳＯ 优化算法应用于传统 ＢＰ 神经

网络模型的网络参数优化中ꎬ 克服了传统 ＢＰ 网络

模型对初始权值阈值敏感、 容易陷入局部极小值

的缺点ꎬ 同时也克服了传统 ＰＳＯ 算法的容易早熟

收敛、 搜索准确度低、 迭代效率较低等缺点ꎮ 提

高了 ＰＳＯ 算法的全局搜索能力ꎬ 拓展了种群搜索

的空间范围ꎮ

２) 将 ＳＡＰＡＯ￣ＢＰ 混合预测模型应用于 Ｉｓａｂｅｌ

港口的实测潮汐值数据预测仿真ꎬ 仿真试验将该

混合算法预测模型与传统的 ＢＰ 预测模型和调和分

析预测模型进行比较ꎬ 验证了 ＳＡＰＳＯ￣ＢＰ 混合预

测模型预测精度较高、 收敛速度也相对较快、 同

时也具有良好的泛化性能ꎮ 它为潮汐水位的实时

预报提供了一种有效途径ꎮ

３) 本文仅仅使用 ＳＡＰＳＯ－ＢＰ 模型进行潮汐水

位的较短期预报ꎬ 即一个月之内的潮汐水位预报ꎮ

使用 ＳＡＰＳＯ￣ＰＢ 预测模型进行长期的潮汐观测数

据预测值与实测数据比较ꎬ 并进一步提高预测模

型的精度ꎬ ＳＡＰＳＯ￣ＰＢ 预测模型可以在一定程度上

取代传统调和分析模型ꎮ 因此使用该模型进行潮

位水位的长期预报将是接下来的主要研究工作和

研究方向ꎮ

９３
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Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔａｔｉｏｎａｌ Ｓｃｉｅｎｃｅ ａｎｄ Ｏｐｔｉｍｉｚａｔｉｏｎ 

２００９ ２８２￣２８４.

 ７ 　 ＪＡＩＮ Ｐ ＤＥＯ Ｍ Ｃ. Ｒｅａｌ￣ｔｉｍｅ ｗａｖｅ ｆｏｒｅｃａｓｔｓ ｏｆｆ ｔｈｅ

ｗｅｓｔｅｒｎ Ｉｎｄｉａｎ ｃｏａｓｔ  Ｊ  . Ａｐｐｌｉｅｄ ｏｃｅａｎ ｒｅｓｅａｒｃｈ ２００７ 

２９ １  ７２￣７９.

 ８ 　 ＹＩＮ Ｊ Ｃ ＺＯＵ Ｚ Ｊ ＸＵ Ｆ. Ｓｅｑｕｅｎｔｉａｌ ｌｅａｒｎｉｎｇ ｒａｄｉａｌ ｂａｓｉｓ

ｆｕｎｃｔｉｏｎ ｎｅｔｗｏｒｋ ｆｏｒ ｒｅａｌ￣ｔｉｍｅ ｔｉｄａｌ ｌｅｖｅｌ ｐｒｅｄｉｃｔｉｏｎｓ  Ｊ .

Ｏｃｅａｎ ｅｎｇｉｎｅｅｒｉｎｇ ２０１３ ５７ ２  ４９￣５５.

 ９ 　 ＬＩＮ Ｙ Ｊ.Ｐｒｅｖｅｎｔｉｏｎ ｏｆ ｔｒａｎｓｉｅｎｔ ｉｎｓｔａｂｉｌｉｔｙ ｅｍｐｌｏｙｉｎｇ ｒｕｌｅｓ

ｂａｓｅｄ ｏｎ ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ ｂａｓｅｄ ＡＮＮ ｆｏｒ ｓｅｒｉｅｓ

ｃｏｍｐｅｎｓａｔｉｏｎ Ｊ . Ｉｎｔｅｒｎａｔｉｏｎａｌ ｊｏｕｒｎａｌ ｏｆ ｅｌｅｃｔｒｉｃａｌ

ｐｏｗｅｒ ＆ ｅｎｅｒｇｙ ｓｙｓｔｅｍｓ ２０１１ ３３ １０  １ ７７６￣１ ７８３.

 １０ 　 ＢＡＳＥＲＩ Ｈ. Ｍｏｄｅｌｉｎｇ ｏｆ ｓｐｒｉｎｇ￣ｂａｃｋ ｉｎ Ｖ￣ｄｉｅ ｂｅｎｄｉｎｇ

ｐｒｏｃｅｓｓ ｂｙ ｕｓｉｎｇ ｆｕｚｚｙ ｌｅａｒｎｉｎｇ ｂａｃｋ￣ｐｒｏｐａｇａｔｉｏｎ

ａｌｇｏｒｉｔｈｍ Ｊ . Ｅｘｐｅｒｔ ｓｙｓｔｅｍｓ ｗｉｔｈ ａｐｐｌｉｃａｔｉｏｎ ａｎ

ｉｎｔｅｒｎａｔｉｏｎａｌ ｊｏｕｒｎａｌ ２０１１ ３８ ７  ８ ８９４￣８ ９００.

 １１ 　 贾嵘 薛建辉 张文宇 等.基于邻域粒子群优化神经

网络的异步电动机振动故障诊断 Ｊ .西安石油大学学

报 自然科学版 ２０１０ ２５ ２  ７３￣７５.

 １２ 　 ＫＥＮＮＥＤＹ Ｊ ＥＢＥＲＨＡＲＴ Ｒ.Ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ Ｃ .

Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ １９９５ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ

ｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ １９９５ １ ９４２￣１ ９４８.

(本文编辑　 武亚庆)



消　 息

中国交建多家子公司入选中国承包商 ８０ 强和工程设计企业 ６０ 强

由«建筑时报»和美国«工程新闻记录»(ＥＮＲ)合作举办的 ２０１６ＥＮＲ / 建筑时报 “中国承包商 ８０ 强和工

程设计企业 ６０ 强” 颁奖典礼于 １１ 月 ２５ 日在福州隆重举行ꎬ 该评选活动今年已进入第十三届ꎮ 公规院以

工程承包营业收入 ４０ ００３ ６０３ ５０ 万元位列 “中国承包商 ８０ 强” 第三名ꎬ 入选 ２０１６ 中国工程设计企业

６０ 强的公司有: 公规院、 二公院、 一公院、 水规院、 四航院、 三航院、 中咨公司、 一航院ꎮ

今年的中国承包商 ８０ 强榜单显示ꎬ ２０１５ 年的总营业收入为 ３ ５９ 万亿元ꎬ 年度增长率是 １ ８９％ꎮ 前

十强的营业收入之和为 ２３ ７５９ 亿元ꎬ 占 ８０ 强总营业额的 ６６ １８％ꎬ 相较 ２０１４ 年的 ６２ ３４％有所上升ꎬ 其

中 ９ 家企业营业收入均超过 ５００ 亿元ꎮ

今年的中国工程设计企业 ６０ 强榜单显示ꎬ ２０１５ 年的总体设计营业收入是 １ １１３ 亿元ꎬ 比 ２０１４ 年的 １ １１７ 亿

元略有下降ꎻ 只是由于 ２０１５ 年总承包营业收入达到了 １ ００８ 亿元ꎬ 比 ２０１４ 年 ７８６ 亿元有了较大增长ꎬ 使

得 ２０１５ 年中国工程设计企业 ６０ 强的总体营业收入(设计营业收入＋总承包营业收入)达到了 ２ １２１ 亿元ꎬ

同比上升 １１ ４６％ꎮ

ｈｔｔｐ:∕∕ｅｎ ｃｃｃｃｌｔｄ ｃｎ∕ｃｃｃｃｌｔｄ∕ｎｅｗｓ∕ｊｃｘｗ∕ｊｘ∕２０１６１２∕ｔ２０１６１２２３＿８７０８５ ｈｔｍｌ(２０１６￣１２￣２３)
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